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Аннотация. В данной работе исследуются различные методы аугментации 
изображений в задаче сегментации камней на конвейере предприятия гор-
ной промышленности. Рассмотрено применение алгоритма глубокого обу-
чения MaskRCNN и библиотеки PyTorch для решения поставленной задачи. 
На примере метрики IoU проанализировано качество аугментации при раз-
личных преобразованиях. Выявлены наиболее и  наименее эффективные 
подходы и проведен их качественный анализ.
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STUDY OF AUGMENTATION METHODS  
IN THE PROBLEM OF STONE 
SEGMENTATION ON A CONVEYOR BELT 
OF A MINING ENTERPRISE

V. Kalashnikov

Summary. This paper examines various image augmentation methods 
in the problem of segmenting stones on a conveyor belt of a mining 
industry. The use of the deep learning algorithm MaskRCNN and the 
PyTorch library to solve the problem is considered. Using the IoU metric as 
an example, the quality of augmentation under various transformations 
is analyzed. The most and least effective approaches were identified and 
their qualitative analysis was carried out.
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Введение

Последнее десятилетие ознаменовано активным 
внедрением методов искусственного интеллек-
та (ИИ) в различные сферы общественной жизни. 

По  данным АНО «Цифровая экономика» [1] за  период 
2020–2022 года прирост финансирования проектов 
в сфере ИИ составил 170 %. При этом более 75 % компа-
ний уже интегрировали использование глубокого и ма-
шинного обучения в  свои бизнес-стратегии. Активнее 
всего внедряют передовые технологии в сферах ритей-
ла, беспилотных автомобилей и  потребительских това-
ров и  услуг. Таким образом, в  ближайшее десятилетие 
будет проведена цифровая трансформация многих от-
раслей экономики, в том числе и промышленного про-
изводства. 

Автоматизация затронет и  такую важную отрасль 
российской экономики, как горная промышленность. 
На данный момент уже существуют отечественные ком-
пании — разработчики ИИ, активно внедряющие свои 
решения в этой области, например ГК Цифра. 

Безусловно, прогресс в цифровизации производства 
связан не  только с  работой коммерческих компаний 
в данной отрасли, но и с проведением научных и мето-
дологических исследований. Исходя из всего сказанного 
выше можно заключить, что тема данной статьи — ана-

лиз методов аугментации данных для сегментации про-
дукции горного предприятия является актуальной. 

Аугментация данных

В общем случае, аугментацией данных называют по-
полнение набора данных для обучения искусственными 
примерами, сгенерированными на базе уже имеющихся 
с помощью различных методов. В задачах компьютерно-
го зрения процесс аугментации состоит в  использова-
нии различных преобразований, например поворотов 
изображения, применения различных фильтров и  пр. 
В  использованной авторами библиотеке PyTorch име-
ется достаточно большой набор встроенных преобра-
зований [6], позволяющий исследователям достаточно 
быстро проверить эффективность тех или иных видов 
аугментации.

Общая идея данного метода состоит в  следующем, 
если начальный набор данных позволяет извлечь 
из  изображений некоторые паттерны, то его расшире-
ние может модифицировать имеющиеся паттерны таким 
образом, что обучение нейронной сети улучшится.

Приведем конкретный пример: пусть наш набор дан-
ных состоит из  изображений камней, и  задача состоит 
в их сегментации. Очевидно, начальное положение кам-
ней на изображении не несет никакой особой информа-
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ционной нагрузки с точки зрения рассматриваемой за-
дачи, т.е. если бы мы сфотографировали камни с другого 
ракурса или под другим углом, то постановка задачи бы 
не  изменилась, однако границы камней на  изображе-
нии были бы изменены под действием некоторого про-
ективного преобразования, что изменило бы процесс 
обучения нейронной сети. Применяя к имеющимся изо-
бражениям цифровые преобразования изображений, 
мы можем добиться существенного изменения видимой 
формы камней, что позволит нам получить гораздо бо-
лее широкий набор паттернов, задействованный в обу-
чении. Эту роль и выполняет аугментация изображений.

Анализ литературы (ист. 18, ист. 7, ист. 15, моя)

Задача сегментации породы различных видов за-
трагивалась отраслевыми исследователями в  области 
машинного обучения в  последние годы. В  частности, 
в  статье [2] исследователи применили архитектуру 
HCN для решения задачи сегментации кусков цемента 
на изображении. Примечательно, что авторы использо-
вали для обучения нейронной сети небольшой набор 
данных, состоящий из 150 изображений, однако приме-
нение методов аугментации (дополнения) данных с по-
мощью различных преобразований позволило достичь 
довольно высокой точности сегментации: доля коррек-
тно определенных пикселей составила более 90 %. Тем 
не менее, авторы приводят лишь свои итоговые резуль-
таты, не останавливаясь подробно на изменении метрик 
в зависимости от применяемых преобразований.

Каримпоули и  др. [3] решали задачу определения 
вида и  характеристик камней на  изображении и  доби-
лись доли верных ответов более 96 % в  задаче много-
классовой сегментации. Примечательно, что для обуче-
ния нейронной сети (использована архитектура SegNet) 
был использован набор данных, состоящий всего из 20 
изображений. Используя методы аугментации данных, 
исследователи сгенерировали датасет из 22000 изобра-
жений, распределенных в  отношении 16000/4000/2000 
для обучения, тестирования и валидации соответствен-
но. Данный пример демонстрирует наличие серьезного 
потенциала в  применении исследуемого метода к  дан-
ному классу задач. 

Примером успешного применения данного подхода 
может служить работа Лианга и  др. [4]. В  ней исследо-
ватели использовали одну из самых современных и эф-
фективных архитектур для сегментации — U-Net. Для ее 
обучения были использованы четыре изображения кам-
ней разрешением 3648×2432. Авторы создали маски для 
каждого из  изображений, разметив их вручную и  раз-
резав на  отдельные изображения. Затем были исполь-
зованы некоторые методы аугментации (дополнения) 
данных: повороты, отражения, зашумление и изменения 
яркости. В  результате обучения авторы получают точ-
ность классификации пикселей более 98 %.

Как можно видеть из  приведенного обзора, методы 
аугментации данных позволяют получать устойчивые 
результаты в  задачах сегментации породы даже с  ис-
пользованием небольших (менее 100) изображений. 
Однако ни в одном из исследований не было приведено 
качественного анализа влияния применяемых преобра-
зований на итоговые результаты. Исследование данного 
вопроса и будет являться целью данной работы.

Исследование 

В качестве исходного набора данных был исполь-
зован набор из  100 фотографий щебня на  конвейере, 
снятых в  разрешении 1920*1080 на  горнодобывающем 
предприятии. Каждая из  фотографий представляет со-
бой изображение движущегося сырья для производства 
щебня, то есть набора отдельных камней. Расстояние 
от матрицы камеры до ленты конвейера составляло при-
мерно 130 см, а скорость движения породы — 1,5 м/c.

Пример изображения представлен на Рис. 1. 

Обучение проводилось с  помощью использования 
алгоритма сверточных нейронных сетей — MaskRCNN 
с использованием аргументированных данных к описан-
ному датасету. Более подробное изложение применяе-
мых методов можно найти в статье авторов [5]. 

В результате проведения исследования набора пре-
образований были получены следующие результаты:

Таблица 1. 
Сравнение различных преобразований  

при аугментации датасета из 100 изображений

Преобразование Метрика IoU
Gaussian blur 0.867
GrayScale 0.902
Random Horizontal Flip 0.904
Sharpness(10) 0.884
Solarize(0.5) 0.896
RandomCrop(size=(128, 128)) 0.902
RandomCrop(size=(256, 256)) 0.907
permutate_channels(permutation=[2, 1, 0]) 0.706
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Отметим эффективность преобразования 
RandomCrop(size=(256, 256)). Принцип действия данного 
преобразования заключается в вырезании из изображе-
ния случайным образом квадрата со стороной 256 пик-
селей, на котором в результате будет обучаться нейрон-
ная сеть. 

Точно определить, почему то или иное преобразова-
ние является наиболее эффективным затруднительно, 
поскольку оно затрагивает внутренние процессы ней-
ронной сети и  много миллиардов арифметических вы-
числений, однако можно предположить, что, в  данном 
случае эффективность метода обусловлена большой ва-
риацией камней на изображении. Вырезание случайных 
квадратов из  картинки позволяет сверточным слоям 
эффективно научиться распознавать камни в различных 
масштабах, что, в свою очередь приводит к росту метрик 
качества алгоритма.

Худшую эффективность демонстрируют следующие 
два преобразования:

Gaussian blur — гауссово размытие и  permutate_
channels — перестановка каналов RGB изображения. 
Можно выдвинуть гипотезу — низкая эффективность 
данных методов обусловлена большой важностью цве-
товых характеристик породы и  четкой различимости 
границ.

Таким образом, в  результате исследования было 
выяснено, что в задаче сегментации камней на изобра-
жении ленты конвейера эффективным является приме-
нение методов изменения масштаба и случайных пово-
ротов изображения.
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