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Аннотация. Современные методы обучения с подкреплением имеют ряд 
ограничений, наложенных использующейся парадигмой искусственных 
нейронных сетей с точечной моделью нейрона. Использование последних 
достижений нейронаук в рамках теории интеллекта «The Thousand Brains 
Theory of Intelligence», а также применение модели машинного обучения 
“Иерархическая Темпоральная Память” (Hierarchical Temporal Memory, 
HTM), которая реализует некоторые аспекты данной теории, имеют по-
тенциал как для развития уже устоявшихся методов обучения с подкре-
плением, так и для создания новых подходов решения этой задачи. Целью 
данной работы является выявление перспектив применения модели ма-
шинного обучения HTM в обучении с подкреплением.
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Введение

Обучение с  подкреплением является направле-
нием машинного обучения, в  рамках которого 
моделируется взаимодействие агента с некото-

рой средой, в которой данный агент находится. Целью 
обучения является определение оптимальной стра-
тегии принятия решений, основываясь на  (возможно, 
неполных) наблюдениях среды и  некотором сигнале 
вознаграждения, который косвенно даёт отложенную 
оценку принятых решений и таким образом ставит пе-
ред агентом задачу [1].

Для принятия эффективных решений агенту необ-
ходимо оценивать свое текущее состояние, основыва-
ясь на предыдущем опыте, т. к. именно оно определяет, 
какие решения агент может принять в данный момент 
и  принятие какого решения может быть наиболее вы-
годно. В  большинстве реальных задач пространство 
состояний, а  в  ряде случаев и  пространство действий 
настолько велики, что единственным выходом являет-
ся применение аппроксимирующих методов.

Современные методы обучения с  подкреплени-
ем используют парадигму искусственных нейронных 

сетей с  точечной моделью нейрона для выполнения 
таких аппроксимаций. Это налагает ряд ограничений 
на  подобные методы, включая слабую устойчивость 
к шуму во входных данных [2], низкую эффективность 
хранения информации в  модели, приводящей к  по-
явлению проблемы катастрофического забывания 
и  невозможности непрерывного обучения [3], а  так-
же низкую эффективность самого процесса обучения 
в целом [4]. Кроме того, в процессе обучения с подкре-
плением обычно используется буфер, обновление ко-
торого тоже представляет непростую задачу, для хра-
нения некоторого подмножества данных, полученных 
от взаимодействия агента с окружающей средой. В ре-
альных задачах получение такого опыта может быть 
очень затратным и  трудоёмким, а  кроме того, и  сам 
процесс обучения может быть неэффективным при 
отсутствии достаточного количества и  разнообразия 
опыта.

В  настоящее время достигнуты огромные успехи 
при решении некоторых задач с помощью методов ма-
шинного обучения в целом и методов обучения с под-
креплением в  частности [5, 6], тем не  менее наиболее 
продвинутыми агентами остаются живые существа, об-
ладающие мозгом, а точнее говоря, те из них, у которых 
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есть неокортекс, представляющий собой отдел мозга, 
отвечающий за интеллект.

Одной из  наиболее перспективных теорий интел-
лекта, учитывающей данные исследований принципов 
строения и функционирования мозга, является теория 
интеллекта «The Thousand Brains Theory of Intelligence», 
разрабатываемая Дж. Хоукинсом и  его коллегами [7] 
из  компании Numenta. Помимо этого, исследователи 
и инженеры компании занимаются разработкой моде-
ли машинного обучения Иерархическая Темпоральная 
Память (Hierarchical Temporal Memory, HTM), постепен-
но внедряя свои наработки в стремлении реализовать 
теорию интеллекта Дж. Хоукинса в  виде вычислитель-
ной модели [8].

Модель HTM является нейронной сетью, но исполь-
зует более сложную и приближенную к естественному 
модель нейрона, а  также имеет более сложную орга-
низацию нейронов, формирующих нейронную сеть. 
Основной компонентой модели HTM является про-
странственно-темпоральная память, обладающая спо-
собностью прогнозирования, формирование которой 
происходит за  счет преобразования входных данных 
в распределенное разряженное представление и поме-
щение этого представления в темпоральный контекст. 
Основополагающим в модели HTM является использо-
вание свойства разряженности и  «активных дендри-
тов», что и является главным фактором, позволяющим 
избежать проблем, возникающим при использовании 
традиционных искусственных нейронных сетей с  то-
чечной моделью нейрона [9, 10, 11].

Обзор литературы  
по теме исследования

Алгоритм HTM имеет две фазы — пространственное 
группирование, во  время которого данные на  входе 
преобразуются в  распределённое разряженное пред-
ставление, и  формирование  / использование тем-
поральной памяти, трансформирующее полученное 
представление в новое, но уже учитывающее не только 
пространственные закономерности во  входных дан-
ных, но  и  темпоральный контекст, т. е. темпоральные 
закономерности в  потоке данных. В  [12] авторы пред-
лагают новый алгоритм обучения с  подкреплением 
с  использованием только пространственного группи-
ровщика модели HTM и  анализируют  / оценивают его 
на задаче о многоруком бандите.

Поскольку модель HTM является не только биологи-
чески правдоподобной, но и биологически ограничен-
ной моделью, то волне закономерно её использование 
для моделирования биологических конструктов и  ме-
ханизмов, которые в  мозге живых организмов игра-

ют важную роль в  процессе обучения управляемого 
своего рода сигналом вознаграждения. В  [13] авторы 
моделируют взаимодействие неокортекса и  дофами-
нергических нейронов для вычисления ошибки пред-
сказания вознаграждения, используемой, например, 
в обучении на основе временных различий.

Также модель HTM использовалась для проекти-
рования и  реализации биологически правдоподоб-
ных агентов. В  магистерской работе [14] содержатся 
размышления автора о  проектировании такого агента 
с  использованием темпоральной памяти HTM, а  в  ма-
гистерской работе [15] рассмотрено уже не  только 
проектирование, но  и  практическая реализация аген-
та — неигрового персонажа (non-player character, NPC) 
в  трехмерной среде. Решение построено на  исполь-
зовании модели HTM, алгоритме TD-Lambda и  руко-
водствуясь нейробиологическими исследованиями 
о  структурах, принципах и  механизмах мозга, связан-
ных с  выбором действий и  управлением моторикой 
тела. Биологически обоснованная архитектура агента 
моделирует взаимодействие неокортекса, базальной 
ганглии и моторных нейронов, которые получают визу-
альную информацию от  сенсоров агента, обрабатыва-
ют её с целью построения модели окружающей среды 
и вырабатывают стратегию, максимизирующую ожида-
емый доход основываясь на  сигнале вознаграждения. 
Концептуально схожий, но  иначе реализованный под-
ход предложен в  [16] для обучения с  подкреплением 
для решения задачи поиска агентом ресурсов в  сре-
де-лабиринте.

Нахождение оптимальной стратегии взаимодей-
ствия агента со  средой в  обучении с  подкреплением 
основано на  полученном опыте, но  в  реальных за-
дачах получение опыта необходимого для обучения 
может быть очень затратным и  трудоёмким, а  кроме 
того, и  сам процесс обучения может быть крайне не-
эффективным без наличия достаточного количества 
и  разнообразия опыта. Помимо использования опыта 
реального взаимодействия со  средой возможно ис-
пользование модели для имитации окружающей сре-
ды и  порождения имитационного опыта. Используя 
планирование можно использовать такой опыт для 
порождения / улучшения стратегии или более целена-
правленного исследования среды. В  [17] авторы рас-
сматривают задачу, формализуемую как Марковский 
Процесс Принятия Решений, в  которой целью агента 
в среде-лабиринте является прибытие в целевое состо-
яние. В  процессе взаимодействия со  средой агент ис-
пользует темпоральную память HTM для запоминания 
переходов между состояниями с помощью выбранных 
действий, а также состояний, достижение которых при-
вело к  получению вознаграждения. Для выполнения 
поставленной задачи агент пробует определить план 
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действий с ограниченным радиусом планирования для 
достижения состояния с возможным вознаграждением 
и действует согласно ему или же действует произволь-
но для дальнейшего исследования среды, если опреде-
лить план не удалось.

Задача распознавания визуальных образов не  яв-
ляется типичной задачей для обучения с  подкрепле-
нием, но  легко преобразуется в  таковую для случая, 
когда изображение в каждый момент времени предо-
ставляется не полностью, а лишь частично, и необхо-
димо совершить движение называемое саккадой для 
получения доступа к другой части изображения. В та-
кой постановке задачи целью является определение 
стратегии саккад для быстрого и  эффективного рас-
познавания изображения. В бакалаврской работе [18] 
проводится анализ модели биологически ограничен-
ного агента [15] и его адаптация для решения задачи 
распознавания визуальных образов. Такая  же задача 
рассматривается в  [19], но в данной работе во время 
обучения применяется epsilon-жадный подход и  ме-
тод Монте-Карло во  время которого, темпоральная 
память HTM запоминает траектории движения и поз-
же их воспроизводит. В свою очередь похожий метод 
обучения уже использовался ранее и  сравнивался 
с алгоритмом Q-обучения в бакалаврской работе [20], 
но  на  значительно более простой искусственной вы-
борке.

В  [21] авторы предлагают новый алгоритм обуче-
ния с подкреплением на основе темпоральной памяти 
HTM, которая в данной работе используется как замена 
Q-функции. Также в работе представлены эксперимен-
тальные результаты, отражающие превосходство пред-
ложенного алгоритма над алгоритмом Q-обучения при 
решении задачи CartPole.

В большинстве рассмотренных работ, посвященных 
использованию модели HTM в  обучении с  подкрепле-
нием, осуществляется попытка использования толь-
ко элементов данной модели в  комбинации с  более 
традиционными подходами для обретения полезных 
свойств, но  также присутствуют работы, авторы кото-
рых стремятся создать самостоятельную модель для 
обучения с подкреплением на основе модели HTM. По-
следние представляют наибольший интерес, но  даже 

они оставляют вопрос выбора / построения архитекту-
ры открытым, поскольку в настоящее время HTM не яв-
ляется полностью завершенной моделью машинного 
обучения, а  выбор наиболее предпочтительного дей-
ствия на  основе хранящегося в  модели сенсорно-мо-
торного опыта малоизучен.

Дискуссия

Одной из основных функциональных особенностей 
модели HTM является осуществление прогнозирова-
ния, формирующее смещение в пользу представлений 
всех возможных входных образов учитывая темпораль-
ный контекст. Следовательно, представляется возмож-
ным два полноценных варианта использования модели 
HTM в обучении с подключением:

1. 1. использование в  качестве “буфера воспроизве-
дения опыта” при обучении устоявшихся методов 
обучения с  подкреплением или для генерации 
имитационного опыта, который можно исполь-
зовать для более целенаправленного изучения 
среды агентом;

2. 2. использование для формирования простран-
ственно-темпоральной памяти агента, способ-
ной не только хранить и обобщать сенсорно-мо-
торный опыт агента, но  также вырабатывать 
оптимальную стратегию поведения агента (при 
наличии дополнительного модуля, осуществля-
ющего оценку состояний памяти и  способного 
формировать дополнительное смещение, спо-
собствующего выработке оптимальной страте-
гии поведения и  выбору наиболее предпочти-
тельного действия в каждый момент времени).

Заключение

Применение модели машинного обучения HTM име-
ет огромный потенциал для развития методов обуче-
ния с  подкреплением как за  счёт решения известных 
проблем, так и с помощью добавления новых возмож-
ностей (прим., непрерывное обучение). Кроме того, 
развитие направления обучения с  подкреплением 
с  применением биологически-правдоподобных прин-
ципов и методов может потенциально привести к луч-
шему пониманию работы мозга и интеллекта как след-
ствия его функционирования.
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